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Ar4ficial Neural Networks 

  Learning Paradigms 

I.  Supervised Learning (with a teacher) 

II.  Unsupervised Learning 
III.  Reinforcement Learning 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1.3. Paradigmas de Aprendizagem 

• A capacidade de “aprender” associada a uma rede neural é uma das mais 

importantes qualidades destas estruturas. 

• Trata-se da habilidade de adaptar-se, de acordo com regras pré-existentes, ao seu 

ambiente, alterando seu desempenho ao longo do tempo. 

• Sendo assim, considera-se “aprendizado” o processo que adapta o comportamento 

e conduz a uma melhoria de desempenho. 

• No contexto de redes neurais artificiais, aprendizagem ou treinamento corresponde 

ao processo de ajuste dos parâmetros livres da rede através de um mecanismo de 

apresentação de estímulos ambientais, conhecidos como padrões (ou dados) de 

entrada ou de treinamento: 

 

estímulo ! adaptação ! novo comportamento da rede 
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• Nas RNAs mais simples e tradicionais, os parâmetros livres da rede correspondem 

apenas aos pesos sinápticos. Toda a estrutura da rede, incluindo os tipos de 

neurônios e suas funções de ativação, é pré-definida. 

• O objetivo do aprendizado em redes neurais é a obtenção de um modelo implícito 

do sistema em estudo, por ajuste dos parâmetros da rede. 

• Dada uma rede neural artificial, seja w(t) um peso sináptico de um dado neurônio, 

no instante de tempo t. O ajuste "w(t) é aplicado ao peso sináptico w(t) no instante 

t, gerando o valor corrigido w(t+1), na forma: 

w(t+1) = w(t) + "w(t) 

• A obtenção de "w(t) pode ser feita de diversas formas. O tipo de aprendizado é 

determinado pela técnica empregada no processo de ajuste dos pesos sinápticos 

(parâmetros da rede neural). 

 



Ar4ficial Neural Networks 
Training the Mul4‐Layer Perceptron via the  
Back‐Propaga4on Algorithm: 

1.  Feed inputs forward through network  
2.  Determine error at outputs 
3.  Feed error backwards towards inputs 
4.  Determine weight adjustments 
5.  Repeat for next input paXern  
6.  Repeat un4l all errors acceptably small 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• O treinamento da rede MLP foi feito originalmente utilizando-se um algoritmo 

denominado de retropropagação do erro, conhecido como backpropagation. 

• Este algoritmo consiste basicamente de dois passos: 

o Propagação positiva do sinal funcional: durante este processo todos os pesos da 

rede são mantidos fixos; e 

o Retropropagação do erro: durante este processo os pesos da rede são ajustados 

tendo por base uma medida de erro por base. 

• O sinal de erro é propagado em sentido oposto ao de propagação do sinal 

funcional, por isso o nome de retro-propagação do erro. 

• Uma rede MLP típica possui três características principais: 

o Os neurônios das camadas intermediárias (e, eventualmente, os da camada de 

saída) possuem uma função de ativação não-linear do tipo sigmoidal (e.g. 

função logística ou tangente hiperbólica). 

o A rede possui uma ou mais camadas intermediárias. 

o A rede possui um alto grau de conectividade. 
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• A regra delta generalizada será utilizada para ajustar os pesos e limiares (bias) da 

rede de forma a minimizar o erro entre a saída da rede e a saída desejada para 

todos os padrões de treinamento. 

 



Ar4ficial Neural Networks 
The Back‐Propaga4on Algorithm 
  Batch Learning 

  On‐Line Learning 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• A regra delta generalizada será utilizada para ajustar os pesos e limiares (bias) da 

rede de forma a minimizar o erro entre a saída da rede e a saída desejada para 

todos os padrões de treinamento. 

 



Ar4ficial Neural Networks 
Recurrent Neural Networks 
    Feedback Mechanisms 



Ar4ficial Neural Networks 
Recurrent Neural Networks 
  Feedback mechanisms allow: 

   ‐ internal representa4ons (memories) 
   ‐ retrieval of noisy learned paXerns 

  Associa4ve Memory 
 ‐ is memory by associa4on 
 ‐ also called content‐addressable memory 
 ‐ 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** Versões anteriores deste material foram elaboradas em conjunto com o Prof. Leandro N. de Castro 
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• redes neurais com arquiteturas específicas são incorporadas em estruturas maiores 

capazes de realizar tarefas ainda mais complexas. 

• muitas áreas do cérebro apresentam uma organização laminar de neurônios. 

Lâminas são camadas de neurônios em contato com outras camadas. 

• um dos arranjos mais comuns de neurônios é uma estrutura bi-dimensional em 

camadas. O exemplo mais conhecido deste tipo de estrutura é o córtex humano. 

• em geral os neurônios do córtex estão organizados em camadas distintas, que são 

sub-divididas em camada de entrada, camadas intermediárias ou escondidas e 

camada de saída. 

• a camada de entrada recebe os sinais sensoriais ou de entrada, a camada de saída 

envia sinais para outras partes do cérebro e as camadas intermediárias recebem 

(enviam) sinais de (para) outras camadas do córtex. Isso significa que as camadas 

intermediárias nem recebem entradas diretamente e nem produzem saída do tipo 

motora, por exemplo. 
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• o córtex corresponde à superfície externa do cérebro: uma estrutura bi-

dimensional com vários dobramentos, fissuras e elevações. 

• diferentes partes do córtex possuem diferentes funções (ver figura abaixo). 
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Rede neural recorrente de Hopfield. 
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• É claro que existem outras arquiteturas de redes neurais, como exemplo a rede 

abaixo. 

 

Rede neural arbitrária. 



Ar4ficial Neural Networks 
Recurrent Neural Networks 
I.    Hopfield Neural Network 

  Due to John Hopfield (1982) 
  Did much to restore the credibility of ANNs following Minsky& 

Papert’sbook 
  Hopfield’s key contribu4on was to provide an analysis of the 

network he devised in terms of the energy of the system  
  Hopfield Neural Networks are associa4ve memory devices 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Figura 1 - Comparação entre computadores digitais, computadores analógicos e 

neurocomputadores (PERETTO, 1992) 
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5 Rede de Hopfield: recorrência e dinâmica não-linear 

• inspirada em conceitos de física estatística e dinâmica não-linear; 

• principais características: unidades computacionais não-lineares 

simetria nas conexões sinápticas 

totalmente realimentada (exceto auto-realimentação) 

 

Figura 2 – Rede Neural de Hopfield: ênfase nas conexões 



Ar4ficial Neural Networks 
Recurrent Neural Networks 
I.    Hopfield Neural Network 

  Each node is connected to every other 
node in the network  

  But there is no self‐connec4on 

  Symmetric weights on connec4ons 
(wi,j = wj,i )  

  Node ac4va4ons are either ‐1 or +1 
  Execu4on involves itera4vely re‐

calcula4ng the ac4va4on of each node 
un4l a “stable‐state” is achieved – 
energy minimiza4on concept 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Figura 1 - Comparação entre computadores digitais, computadores analógicos e 

neurocomputadores (PERETTO, 1992) 
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5 Rede de Hopfield: recorrência e dinâmica não-linear 

• inspirada em conceitos de física estatística e dinâmica não-linear; 

• principais características: unidades computacionais não-lineares 

simetria nas conexões sinápticas 

totalmente realimentada (exceto auto-realimentação) 

 

Figura 2 – Rede Neural de Hopfield: ênfase nas conexões 



Ar4ficial Neural Networks 
Recurrent Neural Networks 

I.    Hopfield Neural Network 
  Training performed in one pass: 

where:  
  wij is the weight between nodes i & j 
  N is the number of nodes in the network  

  n is the number of paXerns to be learnt  
  pik is the value required for the i‐th node 

in paXern k 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5 Rede de Hopfield: recorrência e dinâmica não-linear 

• inspirada em conceitos de física estatística e dinâmica não-linear; 

• principais características: unidades computacionais não-lineares 

simetria nas conexões sinápticas 

totalmente realimentada (exceto auto-realimentação) 

 

Figura 2 – Rede Neural de Hopfield: ênfase nas conexões 

The Hopfield Network

• Each node is connected to every other 

node in the network

• Symmetric weights on connections 

(w5,9 = w9,5 )

• Node activations are either -1 or +1

• Execution involves iteratively re-

calculating the activation of each 

node until a stable state (assignment 

of activations to nodes) is achieved

The Hopfield Equations

• Training performed in one pass:

where,

wij is the weight between nodes i & j

N is the number of nodes in the network

n is the number of patterns to be learnt

pi
k is the value required for the i-th node 

in pattern k

• Execution performed iteratively:

where,

si is the activation of the i-th node
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Ar4ficial Neural Networks 
Recurrent Neural Networks 
I.    Hopfield Neural Network 

  Execu4on is performed itera4vely: 

where: 
  si is the ac2va2on of the i‐th node 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5 Rede de Hopfield: recorrência e dinâmica não-linear 

• inspirada em conceitos de física estatística e dinâmica não-linear; 

• principais características: unidades computacionais não-lineares 

simetria nas conexões sinápticas 

totalmente realimentada (exceto auto-realimentação) 
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Ar4ficial Neural Networks 
Recurrent Neural Networks 
I.    Hopfield Neural Network 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5 Rede de Hopfield: recorrência e dinâmica não-linear 

• inspirada em conceitos de física estatística e dinâmica não-linear; 

• principais características: unidades computacionais não-lineares 

simetria nas conexões sinápticas 

totalmente realimentada (exceto auto-realimentação) 
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Pattern Completion (III)

64 pixel image of an “H”

Same image with 10 pixels altered

(I.e. approximately 16% noise added)

Pattern Completion (IV)
Food for thought - flight of fancy?

Memories of a deceased dog named Tanya ...

– Suppose we could create an associative 

network which enabled a small subset of the 

nodes below to trigger all of the other nodes

– Nodes could also make connections with 

other ANNS or (brain areas) so that the 

“Dog” node triggered the recall of “data”

about dogs, etc. and vice versa

hXp://facstaff.cbu.edu/~pong/ai/hopfield/hopfieldapplet.html 



Ar4ficial Neural Networks 
Recurrent Neural Networks 
I.    Hopfield Neural Network 

  Example: 
  Recalling the paXern “0101” 



Ar4ficial Neural Networks 
I.  Hopfield Neural Network 
Recalling the paXern “0101” 
TRAINING 
  Step 1: create the weight matrix 

  Step 2: create the contribu4on matrix for 
the paXern “0101” 



Ar4ficial Neural Networks 
I.  Hopfield Neural Network 
Recalling the paXern “0101” 

  Step 3: add the two matrices 

                         +                               = 

  Step 4: set the diagonal to zero 



Ar4ficial Neural Networks 
I.  Hopfield Neural Network 
Recalling the paXern “0101” 
EXECUTION 
  Step 1: present the paXern “0101” to the each neuron 

(node) in the network 

  Step 2: Calculate the ac4va4on of each neuron 

The Hopfield Network

• Each node is connected to every other 

node in the network

• Symmetric weights on connections 

(w5,9 = w9,5 )

• Node activations are either -1 or +1

• Execution involves iteratively re-

calculating the activation of each 

node until a stable state (assignment 

of activations to nodes) is achieved

The Hopfield Equations

• Training performed in one pass:

where,

wij is the weight between nodes i & j

N is the number of nodes in the network

n is the number of patterns to be learnt

pi
k is the value required for the i-th node 

in pattern k

• Execution performed iteratively:

where,

si is the activation of the i-th node

1

1 n
k k

ij i j

k

w p p
N =

= !

1

N

i ij j

j

s sign w s
=

" #
= $ %

& '
!



Ar4ficial Neural Networks 
I.  Hopfield Neural Network 
Recalling the paXern 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EXECUTION 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Calculate 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• Node activations are either -1 or +1

• Execution involves iteratively re-

calculating the activation of each 

node until a stable state (assignment 

of activations to nodes) is achieved

The Hopfield Equations

• Training performed in one pass:

where,

wij is the weight between nodes i & j

N is the number of nodes in the network

n is the number of patterns to be learnt

pi
k is the value required for the i-th node 

in pattern k

• Execution performed iteratively:

where,

si is the activation of the i-th node
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N1 = ‐1 + ‐1 = ‐2 
N2 = 0 + 1 = 1 
N3 = ‐1 + ‐1 = ‐2 
N4 = 1 + 0 = 1 

N1 ac4va4on result is –2; will not fire   (0) 
N2 ac4va4on result is 1;  will fire     (1) 
N3 ac4va4on result is –2;  will not fire  (0) 
N4 ac4va4on result is 1; will fire    (1) 

  Our Hopfield Network recalled the paXern “0101” 

IA353 – Profs. Fernando J. Von Zuben & Romis R. F. Attux 
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• McCulloch e Pitts consideraram a resposta neural como sendo equivalente a uma 

proposição (se A então B) adequada para estimular o neurônio. Sendo assim, eles 

estudaram o comportamento de diversas redes neurais utilizando a notação 

simbólica da lógica das proposições. 

• A característica binária dos neurônios era suficiente para garantir que a atividade 

de qualquer neurônio poderia ser expressa sob a ótica da lógica das proposições. 

• Obs: Uma proposição é uma sentença declarativa que pode ser verdadeira ou falsa, 

mas não ambas. Exemplo: Este curso é IA353. Contra-exemplo: Qual seu nome? 

• Embora com os conhecimentos atuais sobre os mecanismos físicos e químicos 

envolvidos na transmissão de sinais no cérebro seja possível afirmar que nenhum 

tipo de lógica das proposições é realizada no cérebro, o neurônio de McCulloch e 

Pitts pode ser visto como um caso particular do neurônio genérico utilizado em 

RNAs. 

• Considere a representação simbólica do neurônio de McCulloch e Pitts: 

IA353 – Profs. Fernando J. Von Zuben & Romis R. F. Attux 

DCA/FEEC/Unicamp & DECOM/FEEC/Unicamp 

Tópico 4: Projeto de Redes Neurais Artificiais 12 

! 
x1 

x2 
f(u) 

Junção 
somadora 

Função de 
ativação 

Saída 

u  y 

 f(u) 

u " 
 

• Cada neurônio possui um limiar (threshold) fixo ", e recebe algumas entradas. 

• A cada iteração t, o neurônio responde a suas entradas sinápticas, que refletem o 

estado do neurônio pré-sináptico. Se nenhuma sinapse inibitória está ativa, o 

neurônio integra (soma) suas entradas, gerando a entrada líquida (ou entrada 

interna) u do neurônio, e verifica se u é maior do que o limiar ". Caso positivo, o 

neurônio responde com um sinal de saída de valor 1. Caso negativo, ele responde 

com um sinal de saída 0. 

• Exemplo de operação: funções lógicas OR e AND. 
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What about the paXern “1010” ? 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nitric oxide (NO) 
carbon monoxide (CO) 

synap4c signalling 

non‐synap4c chemical signalling  

+ 

Garthwaite et al. (1988) 
 in Nature, 336, pp. 385‐388 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